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Es wurde ein Programm entwickelt, das ein Rennauto auf 
einer Carrera-Bahn selbstständig steuert. Neben einem 
normalen Fahrmodus beinhaltet das System einen 
selbstlernenden Neural-Network-Fahrmodus, welcher es 
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während eines Trainings durch einen menschlichen Spieler 
zu verbessern, oder den Computer mittels eines evolutionären 
Algorithmus’ selbstständig trainieren zu lassen.
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 ■ Die Hardware und das Programm 
sollen ohne jegliche Komplikati-
onen auf jeder beliebigen Carre-
ra-Anlage bis zu einer bestimmten 
Größe funktionieren, die Anlage 
soll sich auch während der Laufzeit 
des Programms umbauen lassen.

2. Materialien

Als Grundlage für das Projekt dient 
eine Carrera-Digital-Anlage im Maß-
stab 1:32, deren Fahrzeuge ich im ana-
logen Modus betreibe (siehe 3.). Die 
Größe der Fahrzeuge bietet dabei die 
optimale Voraussetzung für eine zuver-
lässige Erkennung in Webcam-Bildern. 
Besonders gut für das Kameratracking 
eignen sich drei Fahrzeuge, die relativ 
gleichförmige Oberseiten in auffälligen 
Farben (grün, gelb, blau) haben.

Zur Steuerung der Anlage verwende 
ich zwei Fischertechnik „ROBOTICS 
TXT“-Interfaces. Zwar wäre es sicher 
eine billigere Alternative gewesen, statt-
dessen einen Raspberry Pi oder ähnli-
che Systeme zu verwenden, aber da mir 
einer dieser Controller ohnehin zur Ver-
fügung stand und durch das einheitli-
che Stecksystem von Fischertechnik die 
Verkabelung viel einfacher und über-
sichtlicher wird, entschied ich mich für 
diese Interfaces. Was die Fischertech-
nik-Interfaces für mein Projekt beson-
ders geeignet macht, ist die Python-Lib-
rary ftrobopy: Damit ist es möglich, das 
eigentliche Steuerungsprogramm in Py-
thon auf einem leistungsfähigen Com-
puter laufen zu lassen, während die In-
terfaces nur als Ein- und Ausgänge, 
also als Schnittstelle zur Anlage dienen. 
Direkt auf der Hardware eines Rasp- 
berry Pi o. ä. wäre mein Programm 
ohne große Kompromisse auf Kosten 
der Effektivität nicht lauffähig gewesen, 
und mir ist keine Möglichkeit bekannt, 
einen Raspberry Pi derart einfach und 
effektiv mit dem Computer fernzusteu-
ern wie diese Fischertechnik-Control-
ler.

Ebenfalls aus Fischertechnik besteht die 
diverse Zusatzhardware: Ein Gehäuse 

Ziel meines Projektes war es also, die-
sen Nachteil von Autorennbahnen zu 
beheben: Mit einem intelligenten, lern-
fähigen Computergegner für Carre-
ra-Bahnen (wie Autorennbahnen in 
Deutschland wegen des enormen Er-
folgs dieser Marke oft auch synonym ge-
nannt werden).

Im Einzelnen sieht die Zielsetzung wie 
folgt aus:

 ■ Es soll ein Programm zur automa-
tischen, möglichst effektiven Steue-
rung eines Autos entwickelt werden 
sowie eine Hardwarekomponente, 
um die Befehle des Programms auf 
die Anlage zu übertragen.

 ■ Um wirklich auf Dauer effektiv ge-
gen jeden menschlichen Gegner 
anzukommen, soll das Programm 
eine gewisse lernfähige Komponen-
te besitzen.

Wettrennen gegen 
den Computer
ENTWICKLUNG EINES COMPUTERGEGNERS 
FÜR CARRERA-BAHNEN 

1. Einleitung

Spurgebundene Autorennbahnen, bei 
denen zwei oder mehr Fahrer mithilfe 
von Handcontrollern maßstabgetreue 
Modellautos über eine kleine Rennstre-
cke steuern, gehören schon seit über 60 
Jahren zur Standardausstattung jedes 
Spielwarengeschäfts und der meisten 
Kinderzimmer. Gerade dort verstauben 
sie allerdings auch oft in den Regalen, 
wegen eines beim Kauf zu selten beach-
teten Nachteils: Zum sinnvollen Spielen 
benötigt man üblicherweise zwei oder 
mehr Fahrer.

Zwar gibt es bereits seit über 20 Jah-
ren digitale Varianten der herkömmli-
chen Rennbahnanlagen, die oft auch die 
Möglichkeit bieten, ein Auto mit vor-
her eingestellter, konstanter Geschwin-
digkeit selbstständig über den Kurs fah-
ren zu lassen, sonderlich spannend sind 
Rennen gegen solche Gegner jedoch 
eindeutig nicht.
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chen Features eines digitalen Betriebs 
(Weichen etc.) ohnehin auch aus an-
deren Gründen für mein Projekt nicht 
nutzbar gewesen wären, entschied ich 
mich für die analoge Variante.  

Für die analoge Ansteuerung wird das 
(PWM-) Ausgangssignal des Fischer-
technik-Controllers (9 V/1,5 A) mit ei-
nem Transistorverstärker auf 14,8 V 
und 3,5 A gebracht (siehe Abb. 1). Ur-
sprünglich diente mir dafür ein alter Fi-
schertechnik-Verstärker, der jedoch we-
gen Überlastung durchbrannte. Dessen 
Schaltung kopierte ich 1 : 1 mit neu-
en Bauteilen und einem etwas stärke-
ren Transistor auf eine Europlatine. 
Dadurch ging ich bezüglich der Funkti-
onalität kein Risiko ein. Um später auch 
beide Strecken gleichzeitig ansteuern zu 
können, z. B. für Rennen nur zwischen 
computergesteuerten Fahrzeugen, bau-
te ich gleich zwei dieser Verstärker ein. 

Spätestens mit diesem Schritt war auch 
der Einbau einiger bistabiler Relais nö-
tig (siehe Abb. 2): Ein Relais pro Stre-
cke dient zum An- und Ausschalten 
der Stromversorgung für den norma-
len Betrieb über Handcontroller, da die 
dort anliegende Spannung bei gleich-
zeitiger direkter Ansteuerung der Stre-
cke zu Problemen führte (das Auto er-

mit Bedienfeld zur Steuerung der Anla-
ge, um nicht für sämtliche Einstellun-
gen etc. immer wieder den Computer 
benutzen zu müssen, sowie eine Brücke 
mit Startampel und vier Lichtschran-
ken, um die Rundenerfassung bei den 
Rennen möglichst exakt zu halten. Das 
Gehäuse enthält zudem noch zwei einfa-
che Transistorverstärker, um überhaupt 
die Carrera-Fahrzeuge (14,8 V/3,5 A) 
mit den Fischertechnik-Controllern 
(9 V/1,5 A) ansteuern zu können, ein 
paar bistabile Relais (G6AK-274P-ST-US 
von Omron) zur bequemen automati-
schen Umschaltung der beiden Fahr-
strecken zwischen Computer und 
menschlichem Spieler, sowie vier Leis-
tungswiderstände. Die Versorgung der 
Interfaces etc. übernimmt ein kleines 
Labornetzgerät.

Die Erkennung des zu steuernden Autos 
geschieht mittels zweier Logitech-Web-
cams des Typs „C922 PRO STREAM“, 
die von einem ca. 1,80 m hohen Fischer-
technik-Statik-Turm in der Mitte der 
Anlage senkrecht auf diese herunter-
schauen. Einige der für diesen Turm be-
nötigten Teile wurden mir ebenfalls von 
Fischertechnik kostenlos zur Verfü-
gung gestellt. Die Webcams decken ein 
Feld von ca. 1,50 m x 2,50 m ab, welches 
somit die maximale Größe der steuer-
baren Anlage darstellt; Die Turmhöhe 
von 1,80 m steht meiner Einschätzung 
nach im optimalen Verhältnis zur Auf-
lösung der Webcams. 

Das Steuerungsprogramm ist vollstän-
dig in Python geschrieben und verwen-
det folgende Bibliotheken:

 ■ OpenCV [1] für die Bildaufnahme 
und -verarbeitung sowie diverse In-
terface-Features

 ■ Imutils [2], eine kleine Sammlung 
von Bequemlichkeitsfunktionen, 
die die Einbindung von OpenCV er-
leichtern

 ■ TensorFlow [3] als einfache Biblio-
thek für maschinelles Lernen 

 ■ ftrobopy [4] für die Kommunikati-
on mit den Fischertechnik-Cont-
rollern

3. Aufbau der Strecke 
und Ansteuerung

Als erstes galt es, grundsätzliche Vor-
aussetzungen für die Ansteuerung der 
Anlage sowie das Tracking der Fahr-
zeuge zu entwickeln. 

Ich entschied mich, die Anlage ana-
log anzusteuern. Dafür gab es mehrere 
Gründe: Viele meiner Carrera-Fahrzeu-
ge verfügen zwar über einen Digitalde-
coder, aber die Nachahmung der pro-
prietären Steuercodes mit Python, die 
zudem nicht einmal offiziell dokumen-
tiert sind, hätte nur unnötigen wei-
teren Aufwand verursacht und wäre 
außerdem mit den Fischertechnik-Con-
trollern gar nicht möglich gewesen. 
Die hohe Frequenz von mehreren Kilo-
hertz, mit denen die digitalen Bahnsig-
nale über die Versorgungsspannung an 
die Autos übermittelt werden, wird von 
diesen – zumindest im Online-Modus, 
also während der Fernsteuerung durch 
einen PC – nicht unterstützt, da die 
Controller in diesem Modus lediglich 
alle 0,01 s neue Befehle vom Computer 
entgegennehmen. Und da die zusätzli-

Abb. 1: Verstärkerschaltung 
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möglich, der die viel zu hohe Carrera-
Streckenspannung wieder auf Fischer-
technik verträgliche 9 V zurücküber-
setzt, ohne dabei dem Fahrzeug zu viel 
Leistung zu entziehen. Ein letztes Re-
lais dient zur Abtrennung dieser Span-
nungsteiler von der Schaltung, wenn 
diese – außerhalb des Neural-Network-
Trainingsmodus – nicht benötigt wer-
den, um in diesem Fall auch diesen ge-
ringen Leistungsverlust zu vermeiden. 

All diese Technik findet Platz in einem 
kompakten und stabilen Fischertech-
nik-Kasten, an den sämtliche Strom-
versorgungen und Anlagenteile ange-
schlossen werden können (siehe Abb. 3). 
Die Oberseite dieses Kastens zieren da-
bei ein paar scheinbar wahllos verstreu-
te Taster und Schalter. Diese dienen als 
Bedienfeld für beinahe alle Funktionen 
der Anlage, da eine Bedienung „direkt 
am Boden“ für den echten Spielbetrieb 
unerlässlich ist: Jedes Mal aufstehen, 
Maus und Tastatur benutzen und Ein-
stellungen oder den Rennstart am Com-
puter vornehmen ist auf Dauer sehr läs-
tig. Der Computer dient nur noch zum 
eigentlichen Start des Programms sowie 
zur Anzeige von Kamerabildern, Stre-
ckenplan, Scandaten etc. und einiger 
unwichtiger Bedienelemente, könnte 
also für ein fertiges Produkt auch pro-
blemlos weggelassen bzw. in den „Steu-
erungskasten“ integriert werden. Gerne 
hätte ich zur Anzeige derartiger Daten 
oder generell zur einfacheren und mo-
derneren Bedienung der Anlage auch 
die integrierten Touchscreens der bei-
den Fischertechnik-Controller genutzt, 
leider werden diese von ftrobopy aber 
bis jetzt in keiner Weise unterstützt, we-
der zur Anzeige noch zur Eingabe. 

Zu einer spieltauglichen Carrera-Anla-
ge gehören eine Startampel sowie eine 
Möglichkeit zur exakten Rundenzäh-
lung. Beides habe ich mit einer klei-
nen Fischertechnikbrücke verwirklicht. 
Die Startampel übernimmt gleichzeitig 
auch die Anzeige der siegreichen Stre-
cke. Die zwei Lichtschrankenpaare die-
nen als Start- und Ziellinie für die bei-
den Strecken, wobei die zusätzliche 

hielt dauerhaft die Maximalspannung 
und flog sofort mit Höchstgeschwindig-
keit aus der nächstbesten Kurve). Ein 
zweites Relais für jede Strecke schal-
tet die direkt an den Gleisen angelö-
teten Anschlüsse zwischen Fahr- und 
Messmodus um: Im Fahrmodus ist die-
ser Anschluss mit der eben genannten 
Verstärkerschaltung verbunden, um die 
entsprechende Strecke mit dem Compu-

ter steuern zu können, im Messmodus 
mit einem Spannungsteiler aus einem 
10 kΩ und einem 5 kΩ Leistungswider-
stand. Dieser ist wichtig für den manu-
ellen Neural-Network-Trainingsmodus, 
da der Computer dafür die Spannung 
an der Strecke messen können muss, 
die ein menschlicher Fahrer mit seinem 
Handcontroller vorgibt. Dies ist nur mit 
einem hochohmigen Spannungsteiler 

Abb. 2: Schaltplan für eine Spur der Carrera-Anlage

Abb. 3: Bedienpanel
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turation, Value, also Helligkeit, Sät-
tigung, Farbwert) konvertiert. Dieses 
eignet sich für den nächsten Schritt: 
die Farbbereichsfilterung. Dafür prüft 
OpenCV für jeden Bildpixel, ob sein 
Farbwert innerhalb eines vorgegebenen 
Bereichs liegt, und gibt das Ergebnis als 
Schwarz-weiß-Bild aus: Bildpunkte, die 
im Bereich liegen, werden weiß, alle an-
deren schwarz eingefärbt. Die so ent-
standenen Schwarz-Weiß-Bilder zeigen 
aufgrund des natürlichen Farbrauschens 
der Kameras noch viele kleine Pixelfeh-
ler: Einzelne Bildpunkte oder Streifen 
des Hintergrunds werden fälschlicher-
weise weiß eingefärbt und die Bereiche 
der Autos werden durch schwarze Ar-
tefakte unterbrochen. Um diese Fehler 
zu beheben, werden zunächst sämtli-
che weißen Flächen von ihren Rändern 
her um eine bestimmte Anzahl von Pi-
xeln verkleinert (erodiert) (dadurch ver-
schwinden die einzelnen weißen Pixel 
und Streifen), und dann werden die üb-
riggebliebenen weißen Flächen an ih-
ren Rändern um die doppelte Anzahl 

Startlinie Komfortfunktionen wie eine 
automatische Rückkehr zum Start oder 
eine exakte Geschwindigkeitsmessung 
ermöglicht.

Ein zentrales Element meiner Anlage ist 
der Kameraturm: dieser ist ca. 1,80 m 
hoch, aus Fischertechnik-Statik-Tei-
len gebaut und trägt an langen Armen 
in ca. 1,70 m Höhe zwei Logitech-Web-
cams („C922 PRO STREAM“). Diese 
sind von den Spitzen der Arme senk-
recht nach unten auf die Anlage gerich-
tet, sodass am unteren Bildrand der Ka-
merabilder gerade so die Hälfte vom 
Fuß des Turms zu sehen ist, um die Bil-
der im Programm entsprechend lücken-
los zusammenfügen zu können. Inner-
halb dieses Sichtbereichs der Kameras 
darf die Carrera-Strecke beliebig auf-
gebaut werden. Die Webcams sind per 
freischwebendem USB-Kabel mit dem 
PC verbunden.

4. Entwicklung eines einfa-
chen Computergegners

4.1 Erkennung der 
Fahrzeuge – Tracking

Damit der Computer ein Auto über die 
Strecke fahren lassen kann, muss er 
wissen, wo das Auto ist. Dies geschieht 
mithilfe der Kameras und der Klasse 
„Tracking“, die aufgrund ihrer Größe 
ausgelagert wurde und die einige Funk-
tionen der Python-Library „OpenCV“ 
nutzt, um die Kamerabilder einzulesen 
und darin die Autos zu erkennen. Klei-
ne Teile des Codes dieser Klasse sind 
aus einem Beitrag eines englischspra-
chigen Bilderkennungs-Blogs übernom-
men [1]. 

Die Klasse startet bei der Initialisierung 
einen neuen Thread, der die ganze Zeit 
läuft. In diesem Thread werden stets die 
aktuellsten Frames der beiden Kame-
ras gelesen, von denen einer noch um 
180° gedreht wird, damit sie lückenlos 
zusammengefügt werden können (siehe 
Abb. 4). Dieser kombinierte Frame wird 
jetzt in das HSV-Farbschema (Hue, Sa-

von Pixeln erweitert (dadurch wachsen 
die schwarzen Flecken zu). Nach mehr-
maliger Erosion und anschließender 
Erweiterung stechen im entstehenden 
Schwarz-Weiß-Bild die Bereiche der Au-
tos klar heraus (siehe Abb. 4). Nun wird 
eine Liste der in diesem Schwarz-Weiß-
Bild gefundenen Konturen erstellt und 
überprüft: Wenn eine Struktur von re-
levanter Größe in der Farbe des zu er-
kennenden Autos (einstellbar über die 
erwähnten Farbbereichsgrenzen) er-
kannt wurde, werden die Koordinaten 
des Mittelpunkts dieser Struktur sowie 
der Eckpunkte eines Rechtecks, das die 
Struktur einschließt, gespeichert, wel-
che so die Position und die ungefähre 
Ausdehnung eines Fahrzeugs wiederge-
ben. Diese Schritte werden für jedes zu 
erkennende Fahrzeug mit entsprechend 
anderen Farbbereichsgrenzen wieder-
holt, die Fahrzeuge werden also nur 
über ihre Farbe unterschieden.

Die Funktion getPos() gibt die ge-
speicherten Positionsdaten (also Mit-

Abb. 4: Erkennung der Fahrzeuge in den Kamerabildern

https://www.junge-wissenschaft.ptb.de/fileadmin/paper/2019/06/JUWI-06-19-img-01.jpg
https://www.junge-wissenschaft.ptb.de/fileadmin/paper/2019/10/JUWI-10-2019-img-04.jpg


doi: 10.7795/320.201910

wissenschaft

 
 

  

licher hier erwähnter Listen müssen 
stets synchron laufen, da oft in einer 
späteren Funktion auf Daten aus Listen 
an anderer Stelle in der Kette zugegrif-
fen werden muss. Generell muss man 
stets sämtliche, mit einem bestimmten 
gescannten Punkt verbundenen Daten 
erhalten können, indem man aus allen 
hier eingeführten Listen die Elemente 
mit demselben Index abruft. 

Die nächste Funktion in der Ket-
te, vectors2winkel(), ist eine der 
wichtigsten: Sie berechnet mithilfe der 
Formel: 

7 
 

zum Beispiel entstehen, wenn die Kameras aufgrund besonders guter Lichtverhältnisse 
deutlich mehr Bilder pro Sekunde aufnehmen. 

Die zweite Unterfunktion ist strecke2dropout().Die eben bestimmten Punkte liegen zu 
dicht beieinander, um später anhand der Winkel zwischen den Vektoren zwischen diesen 
Punkten zuverlässig zwischen Kurve und Gerade unterscheiden zu können. Daher muss die 
Qualität hier künstlich vermindert werden. Dazu werden nur Punkte aus der Streckenliste an 
die Liste dropout angehangen, die einen gewissen, einstellbaren Abstand zueinander 
möglichst genau einhalten. Allerdings setzt diese verringerte Genauigkeit auch den 
Gestaltungsmöglichkeiten der Strecke Grenzen: Kann man in den ungefilterten Daten noch 
jede Einzelheit erkennen, so sinkt die Detailschärfe nun auf größer als zehn 
Streckenzentimeter. Dadurch kann der Computer zwar ohne Probleme die groben Konturen 
der Strecke erkennen und die Lage von Kurven und Geraden etc. berechnen, ist aber nicht 
mehr in der Lage, zuverlässig z.B. eine Kreuzung, Engstelle oder Spurwechselweiche zu 
unterscheiden. Diese Streckenelemente dürfen in Kombination mit meinem Programm daher 
nicht genutzt werden, da das Computer gesteuerte Fahrzeug nicht darauf reagieren könnte.  

Die nächste Funktion, die beim anfänglichen Berechnen der Streckeneigenschaften 
aufgerufen wird, ist dropout2vectors(). Diese berechnet durch Koordinatensubtraktionen 
die Richtungsvektoren zwischen den Punkten in dropout, und hängt diese so an die neue 
Liste vectors an, dass ein Vektor in vectors immer denselben Index hat wie der Punkt in 
dropout, zu dem dieser Vektor hinführt. Sollten trotz der Reduktion der Scanliste in 
strecke2dropout() hier noch Nullvektoren übrigbleiben, d.h. Scanpunkte, die genau 
übereinanderliegen (was aufgrund der Arbeitsweise dieser Funktion im Bereich des 
Start/Zielpunktes durchaus vorkommen kann), so werden diese Punkte spätestens hier 
herausgefiltert und in allen Listen, also dropout und vectors, gelöscht.  

Diese Wahrung der Reihenfolge ist im gesamten Streckenberechner-Programm sehr 
wichtig: Die Indizes sämtlicher hier erwähnter Listen müssen stets synchron laufen, da oft in 
einer späteren Funktion auf Daten aus Listen an anderer Stelle in der Kette zugegriffen 
werden muss. Generell muss man stets sämtliche, mit einem bestimmten gescannten Punkt 
verbundenen Daten erhalten können, indem man aus allen hier eingeführten Listen die 
Elemente mit demselben Index abruft.  

Die nächste Funktion in der Kette, vectors2winkel(), ist eine der wichtigsten: Sie 
berechnet mithilfe der Formel:  
 
 
 

die Winkel zwischen den Vektoren in vectors sowie über das Vorzeichen des 
Kreuzprodukts aus den Vektoren die Richtung dieser Winkel (links, rechts oder 0°, also 
geradeaus) und hängt diese Daten an die neue Liste winkel an.  

In der nächsten Funktion, winkel2winkelslices(), wird diese Winkelliste vervierfacht: 
Die neue Liste winkelslices enthält in jedem Element nicht nur den Winkel an diesem 
Punkt, sondern auch noch die an den drei vorherigen Punkten, dafür wird aber die 
Richtungsinformation weggelassen. Diese Aufteilung dient nur als Vorbereitung für den 
nächsten Schritt: Die Unterscheidung zwischen Kurven und Geraden in der Funktion 
winkelslices2structures.  

𝛼𝛼 =  cos−1 (| �⃗�𝑢 ∘ 𝑣𝑣 |
|�⃗�𝑢 | ∙ |𝑣𝑣 |) 

die Winkel zwischen den Vektoren in 
vectors sowie über das Vorzeichen 
des Kreuzprodukts aus den Vektoren die 
Richtung dieser Winkel (links, rechts 
oder 0°, also geradeaus) und hängt die-
se Daten an die neue Liste winkel an. 

In der nächsten Funktion, winkel-
2winkelslices(), wird diese Win-
kelliste vervierfacht: Die neue Liste 
winkelslices enthält in jedem Ele-
ment nicht nur den Winkel an diesem 
Punkt, sondern auch noch die an den 
drei vorherigen Punkten, dafür wird 
aber die Richtungsinformation wegge-
lassen. Diese Aufteilung dient nur als 
Vorbereitung für den nächsten Schritt: 
Die Unterscheidung zwischen Kurven 
und Geraden in der Funktion win-
kelslices2structures. 

Die erste Idee, wie diese Unterscheidung 
vonstattengehen könnte, war, alle Win-
kel unter einem bestimmten Grenzwert 
als „Gerade“ zu definieren und alle da-
rüber als Kurve. Leider brachte die-
ser Ansatz nicht die gewünschten Er-
gebnisse, da trotz der Vorfilterung in 
strecke2dropout() teilweise noch 
mitten in der Kurve die Winkel zwi-
schen den Vektoren kleiner als 3° betru-
gen oder durch Ungenauigkeiten infolge 
schlechter Lichtverhältnisse beim Scan-

tel- und Eckpunktkoordinaten) für alle 
erkannten Fahrzeuge aus. Außerdem 
stehen noch weitere kleinere Funktio-
nen bereit, die z. B. die auf dem Bild-
schirm anzuzeigenden Kamerabilder 
um Rahmen um die Fahrzeuge oder 
den Streckenplan (siehe unten) um sich 
bewegende Punkte an der Position der 
Fahrzeuge ergänzen.

4.2 Einscannen und Berechnen 
der Strecke

Als nächstes muss der Computer die 
Strecke, die beliebig aufgebaut werden 
darf, erkennen können. Dafür wird bei 
einem Druck auf den entsprechenden 
Taster am Bedienfeld die kleine Funk-
tion scannen() gestartet, welche ein 
Auto mit moderater Geschwindigkeit 
eine Runde fahren lässt und dabei des-
sen mittels getPos() bestimmte Po-
sitionen in einer langen Liste sammelt. 
Die in dieser Liste gespeicherten Punk-
te ergeben also die Form der gescann-
ten Strecke.

Die Ermittlung aller relevanten Stre-
ckendaten wie Position, Richtung und 
Länge der Geraden und Kurven aus 
dieser Liste wurde aufgrund der enor-
men Größe des benötigten Programms 
in die Klasse Streckenberechner ausge-
lagert. Dieser wird die Liste bei der In-
itialisierung übergeben, und mit dem 
Aufruf der Funktion Streckenbe-
rechner.streckeberechnen() 
werden alle benötigten Operationen 
automatisch ausgeführt, die der Über-
sichtlichkeit halber jeweils in einer eige-
nen Funktion liegen. 

Die erste Unterfunktion, die die Funk-
tion streckeberechnen() aufruft, 
ist vorfiltern() und streicht alle 
mehrfach vorhandenen Elemente aus 
der Streckenliste, die zum Beispiel ent-
stehen, wenn die Kameras aufgrund be-
sonders guter Lichtverhältnisse deutlich 
mehr Bilder pro Sekunde aufnehmen.

Die zweite Unterfunktion ist 
strecke 2dropout(). Die eben be-
stimmten Punkte liegen zu dicht bei-

einander, um später anhand der Win-
kel aus den Vektoren zwischen diesen 
Punkten zuverlässig Kurve und Gerade 
unterscheiden zu können. Daher muss 
die Qualität hier künstlich vermindert 
werden. Dazu werden nur Punkte aus 
der Streckenliste an die Liste drop-
out angehängt, die einen gewissen, 
einstellbaren Abstand zueinander mög-
lichst genau einhalten. Allerdings setzt 
diese verringerte Genauigkeit auch den 
Gestaltungsmöglichkeiten der Stre-
cke Grenzen: Kann man in den unge-
filterten Daten noch jede Einzelheit er-
kennen, so sinkt die Detailschärfe nun 
auf größer als zehn Streckenzentime-
ter. Dadurch kann der Computer zwar 
ohne Probleme die groben Konturen 
der Strecke erkennen und die Lage von 
Kurven und Geraden etc. berechnen, ist 
aber nicht mehr in der Lage, zuverläs-
sig z.  B. eine Kreuzung, Engstelle oder 
Spurwechselweiche zu unterscheiden. 
Diese Streckenelemente dürfen in Kom-
bination mit meinem Programm daher 
nicht genutzt werden, da das compu-
tergesteuerte Fahrzeug nicht darauf re-
agieren könnte. 

Die nächste Funktion, die beim an-
fänglichen Berechnen der Streckenei-
genschaften aufgerufen wird, ist dro-
pout2vectors(). Diese berechnet 
durch Koordinatensubtraktionen die 
Richtungsvektoren zwischen den Punk-
ten in dropout, und hängt diese so 
an die neue Liste vectors an, dass 
ein Vektor in vectors immer densel-
ben Index hat wie der Punkt in drop-
out, zu dem dieser Vektor hinführt. 
Sollten trotz der Reduktion der Scanlis-
te in strecke2dropout() hier noch 
Nullvektoren übrigbleiben, d. h. Scan-
punkte, die genau übereinanderliegen 
(was aufgrund der Arbeitsweise die-
ser Funktion im Bereich des Start/Ziel-
punktes durchaus vorkommen kann), 
so werden diese Punkte spätestens hier 
herausgefiltert und in allen Listen, also 
dropout und vectors, gelöscht. 

Diese Wahrung der Reihenfolge ist im 
gesamten Streckenberechnungspro-
gramm sehr wichtig: Die Indizes sämt-
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nen auf geraden Strecken größer als 5°. 
Nach einigen Experimenten mit Durch-
schnittsbildung oder erweiterter Vorfil-
terung entschied ich mich für folgende 
Lösung: Ein kleines TensorFlow Neural 
Network. Dieses ist definiert als einfa-
ches Deep Neural Network mit 4 Einga-
beneuronen, gefolgt von drei Neuronen-
schichten mit 10, 20 und 10 Neuronen 
sowie zwei Ausgangsklassen, nämlich 
„Kurve“ oder „Gerade“. Zum Trainieren 
dieses Netzwerks wurde händisch eine 
CSV-Liste von ca. 100 Zeilen mit jeweils 
vier aufeinanderfolgenden Ausgabewer-
ten von vectors2winkel() und der 
Klassifikation, ob sich diese Abfolge in 
einer Kurve oder einer Geraden findet, 
angelegt und einem leicht abgewandel-
ten Beispielprogramm von einer Ten-
sorFlow-Dokumentationsseite [3] über-
geben, welches sich genau damit befasst. 
Nach dem recht kurzen Training kann 
das fertig trainierte Netzwerk als Mo-
dell gespeichert werden, sodass künf-
tig beliebig darauf zugegriffen werden 
kann. Dies geschieht nun in winkel- 
slices2structures(): 

Durch das Definieren eines TensorFlow-
DNNClassifiers mit dem Parameter 
model _ dir=[Pfad/zum/eben/
trainierten/Modell], eine in-
put _ function für Vorhersagen mit 
diesem Netzwerk, die die eben erstell-
te Liste winkelslices Element für Ele-
ment vorliest, und durch die Funktion 
DNNClassifier.predict() kann 
nun die Strecke in Kurven und Gera-
den aufgeteilt werden. Diese Auftei-
lung wird zusammen mit der aus win-
kel übernommenen Kurvenrichtung in 
der neuen Liste structures gespeichert. 
Dabei wird die Kurvenrichtung noch 
leicht bereinigt: wenn das Netzwerk 
auf Gerade entscheidet, wird unabhän-
gig vom tatsächlichen Wert in winkel 
die Richtung  0 angehängt. Das Neu-
ral Network verwendet die 4er-Pakete 
von Winkelwerten aus der winkels-
lices-Liste als Eingabe und findet auf 
Basis seiner Trainingsdaten eine pas-
sende Ausgabe, also die Klassifikation 

„Kurve“ oder „Gerade“. Da diese Trai-
ningsdaten dieselben oben beschrie-
benen Unschärfen enthielten wie auch 
die neuen Daten, hat das Neural Net-
work gelernt, damit umzugehen und 
trotzdem zu über 98 Prozent zuverläs-
sig zu entscheiden. Und da winkel- 
slices für jeden einzelnen Scanpunkt 
ein Paket aus dem Winkel an diesem 
Punkt und an den letzten drei Punkten 
enthält, sind diese Pakete untereinander 
stets nur um einen Scanpunkt versetzt, 
was insbesondere an den Übergängen 
zwischen Kurven und Geraden wich-
tig ist: Das Netzwerk bekommt immer 
vier Eingangswerte, die es aber nur ge-
meinsam einem Ausgangswert zuord-
nen kann, und ändert dementsprechend 
auch alle vier letzten Werte in struc-
tures. Bekommt das Netzwerk nun an 
einem Übergang zwei Werte, die zu ei-
ner Kurve gehören, und zwei, die zu ei-
ner Geraden gehören, so ist es darauf 
trainiert, im Zweifel immer zugunsten 

der ersten Werte zu entscheiden (beim 
Übergang Kurve zu Gerade also Kur-
ve), da die darauffolgenden Werte mit 
dem übernächsten Paket, welches dann 
in diesem Beispiel nur noch Winkel-
werte einer Geraden enthält, korrigiert 
werden können. Zusätzlich zum Erstel-
len der structures-Liste zeichnet 
winkelslices2structures() auf 
Wunsch auch noch den Streckenplan in 
Form von farblich kodierten Vektoren 
(Kurven rot, Geraden blau) auf schwar-
zem Hintergrund in ein neues Fens-
ter, welches ebenfalls genau die Größe 
der addierten Kamerabilder hat (siehe 
Abb. 5). 

Nachdem die Strukturen berechnet 
sind, wird vor dem letzten Schritt noch 
die Funktion strukturenergän-
zen aufgerufen, die die Verkürzung der 
Liste in strecke2dropout zuguns-
ten einer höheren Auflösung rückgän-
gig macht. Dafür werden zwischen die 

Abb. 5: Ein Streckenplan entsteht: aktuell berechnet  
 winkelslices2structures() nach und nach die Lage 
 der Kurven und Geraden
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Werte der structures-Liste so viele 
Werte eingefügt, dass sie wieder exakt 
der strecke-Liste entspricht, die ein-
gefügten Elemente übernehmen dabei 
die Struktureigenschaften ihrer Nach-
barn.

Die letzte Funktion, die Strecken-
berechner.streckeberech-
nen() aufruft, ist structures2s-
trulän(), wobei die Abkürzung 
strulän für „Strukturen und Längen“ 
steht. Die von dieser Funktion zurück-
gegebene Liste strulän enthält Drei-
er-Tupel: 

 ■ die durch winkelslices2s-
tructures() korrigierten Win-
kelrichtungsangabe an diesem 
Punkt, die seit der Korrektur zuver-
lässig Auskunft über die Struktur 
der Strecke, also Kurve oder Gera-
de, gibt, 

 ■ der Gesamtlänge der Struktur 
(Kurve oder Gerade), zu der dieser 
Punkt gehört, und 

 ■ der Prozentsatz dieser Gesamtlänge 
der Struktur, der an diesem Punkt 
bereits zurückgelegt wurde. 

Die Liste strulän ist daher die kom-
plizierteste, die der Streckenbe-
rechner ausgibt, wird aber für die 
später beschriebenen Neural-Network- 
Fahren-Funktionen benötigt. Der be-
schriebene Scanvorgang und das Be-
rechnen der Streckendaten können 
während der Laufzeit des Programms 
beliebig oft gestartet werden, die je-
weiligen Streckendaten werden dann 
durch die neuen überschrieben. Es ist 
also möglich, jederzeit die Strecke um-
zubauen und nach einem Scan für den 
Computer befahrbar zu machen – was 
eine der Hauptzielsetzungen war.

Die Informationen, die der Computer 
nach dieser Scanfahrt und den dazuge-
hörigen Berechnungen über die Strecke 
besitzt, reichen für den „einfachen Fahr-
modus“, bei dem der Computer das Auto 
automatisiert über die Strecke steuert.

4.3 Der „einfache Fahrmodus“

Der einfache Fahrmodus startet, wenn 
die Schalter am Bedienfeld entsprechend 
gestellt sind und der Start-Knopf ge-
drückt wird. Er beginnt mit einer Abfra-
ge, ob die Liste strulän existiert. Ist das 
nicht der Fall, wird ein Warnton ausgege-
ben. Als Nächstes werden zwei Runden-
zähler-Objekte zurückgesetzt, eines für 
jede Strecke. Die Rundenzähler- Klasse 
startet bei ihrer Initialisierung einen 
neuen Thread, der stetig den Zustand der 
zur jeweiligen Strecke gehörenden Ziel-
lichtschranke prüft und auf Basis dessen 
die Runden-Variable für diese Strecke 
inkrementiert. Zusätzlich wird per Re-
lais der Strom für die vom menschlichen 
Fahrer kontrollierte Strecke abgeschal-
tet, um Frühstarts zu vermeiden. Nach 
dem Durchlaufen der Startampel – einer 
Abfolge von Befehlen zur Steuerung der 
entsprechenden Lampen und zur Erzeu-
gung von Sinustönen verschiedener Fre-
quenzen – wird die Strecke freigegeben, 
während parallel das eigentliche Fahr-
programm in der Funktion fahren() 
die Arbeit aufnimmt. 

Dieses besteht aus einer Schleife, in der 
zunächst die aktuellen Trackingdaten 
abgefragt werden. Wurde ein Auto er-
kannt, wird dessen Position mithilfe der 
Funktionen aus der Tracking-Klasse 
als Punkt in der entsprechenden Farbe 
in den Streckenplan eingezeichnet – eine 
kleine Komfortfunktion, die so das Auto 
als beweglichen Punkt auf dem Bild-
schirm darstellt. 

Dann folgt die eigentliche Fahrfunktion: 
In einer inneren Schleife werden die Ko-
ordinaten mit allen Koordinaten in der 
Liste strecke aus dem Strecken-
berechner verglichen, bis entweder 
die Liste zu Ende ist oder aber eine Über-
einstimmung mit einer Toleranz von 
4  (Kamerapixel) in x- und y-Richtung 
gefunden wurde. Mit dem Index des 
Listenelements, das mit den aufgenom-
menen Koordinaten so übereinstimmt, 
können nun aus den letzten zwei vom 
Streckenberechner bereitgehalte-
nen Listen alle für diesen Streckenpunkt 

relevanten Daten entnommen werden – 
also in diesem Fall vor allem der entspre-
chende Wert in der Liste structures, 
der Auskunft darüber gibt, ob sich das 
Auto an diesem Punkt auf einer Geraden 
oder einer Kurve befindet.

Befindet es sich auf einer Geraden, wird 
rekursiv eine vorher definierte Beschleu-
nigung eingeleitet: Das heißt, dass bei je-
dem aufeinanderfolgenden Durchlauf 
der Hauptschleife, bei dem das Auto auf 
einer Geraden verortet wird, wird ein 
weiterer Befehl aus einer von mir er-
stellten und vorgegebenen Liste von Be-
schleunigungsbefehlen ausgeführt wird. 
Der Index, von dem der Befehl abzufra-
gen ist, wird wieder auf 0 gesetzt, wenn 
das Auto in einem Durchlauf auf einer 
Kurve verortet wurde.

Befindet sich das Auto auf einer Kur-
ve, folgt noch auf Basis der Nummer 
der Strecke, auf der sich das Auto be-
findet, und der Richtung der Kurve, die 
ebenfalls in structures gespeichert 
ist, eine Unterscheidung, ob es sich für 
dieses Auto um eine Innen- oder Au-
ßenkurve handelt. Hiervon hängt ab, 
welche der vordefinierten Bremsbefehls-
listen das Programm zur Einleitung des 
in Kurven nötigen Abbremsmanövers 
nutzt (in einer Innenkurve muss stärker 
gebremst werden als in einer Außenkur-
ve), das grundsätzliche Vorgehen ist aber 
analog zu dem auf geraden Strecken. 

Außerdem findet sich in der Haupt-
schleife noch eine Abfrage, die das Auto 
des Gegners (sofern es erkannt wurde) 
trackt: So kann der Computer sein Auto 
anhalten, wenn der Gegner, z. B. nach ei-
ner zu schnell genommenen Kurve, aus 
der Bahn fliegt und auf der falschen Stre-
cke landet.

Die Hauptschleife und damit die Fahr-
funktion endet, wenn der Rundenwert 
eines der beiden Rundenzählerobjek-
te mit dem Zielrundenwert (standard-
mäßig fünf Runden) übereinstimmt. In 
diesem Fall wird noch eine kurze Ton-
folge ausgegeben, während über die 
Lampen der Startampel angezeigt wird, 
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 ■ Befindet sich das Auto auf einer Ge-
raden oder in einer Kurve?

 ■ Wie lang ist der Streckenabschnitt 
insgesamt? Davon hängt ab, wie 
stark beschleunigt oder gebremst 
wird. 

 ■ Wo genau befindet sich das Auto 
auf dem aktuellen Streckenab-
schnitt? Davon hängt ab, ob schon 
für den nächsten Streckenabschnitt 
beschleunigt oder gebremst wird.

 ■ Die aktuelle Geschwindigkeit des 
Autos

Indem nun das Programm einem 
menschlichen Fahrer dabei „zuschaut“, 
wie er so gut fährt, wie er kann, und 
dabei diese Daten zusammen mit der 
in diesem Moment vom Menschen mit 
dem Handregler getroffenen Geschwin-
digkeitsentscheidung in einer Liste auf-
zeichnet, um damit später ein Neural 
Network zu trainieren, lernt es einen 
universell auf jeder Strecke anwendba-
ren Fahrstil von diesem Menschen, wird 
also so gut wie er – und durch eine ge-
wisse Vorfilterung der Daten vor dem 
Trainieren des Netzwerks (z.B. nur die 
Daten aus Runden, in denen die Run-
denzeit unter dem Durchschnitt lag, 
werden benutzt) wird der Computer auf 
Dauer sogar zwangsläufig besser als der 
Mensch, da er diese „optimalen Run-
den“ – im Gegensatz zum Menschen – 
stets perfekt reproduzieren kann. 

5.1.1 Daten sammeln

Auf Basis dieser Vorüberlegungen wur-
de eine zuschauen()-Funktion ent-
wickelt. Diese startet mit einer kleinen 
Tastenkombination auf dem Bedien-
feld (damit sie nicht aus Versehen aus-
gelöst wird,), und beginnt wieder mit 
der Startampel, damit der Fahrer Zeit 
hat, sich vorzubereiten, und dem Ini-
tialisieren eines Rundenzählers. Nach 
Ablauf des Countdowns startet eine 
ähnliche Schleife wie beim einfachen 
Fahrprogramm: Permanent wird die 
Position des Autos getrackt, im Plan 

welches Fahrzeug gewonnen hat. Die 
Rundenzählerthreads werden gestoppt, 
und das computergesteuerte Fahrzeug 
kehrt automatisch zur Startlinie zu-
rück. 

4.4 Zwischenbilanz

Damit erfüllt das Programm alle An-
forderungen: Es wurde ein Computer-
gegner geschaffen, der auf beliebig um-
baubaren Strecken gegen menschliche 
Spieler antreten kann – und zumindest 
ich habe große Schwierigkeiten gegen 
diesen Gegner zu gewinnen. Und selbst 
wenn andere dieses Programm schla-
gen, könnte es durch Anpassungen in 
den Beschleunigungs- und Bremsbe-
fehlslisten verbessert werden. Natür-
lich wäre auch ein „Downgrade“ mög-
lich, um menschlichen Spielern bessere 
Chancen zu geben.

Aber genau hier liegt das größte Prob-
lem dieser einfachen Fahrroutine: Die 
Anpassung der Listen ist zwar einfach, 
durch diese Anpassungen aber spürba-
re Verbesserungen zu erzielen ist da-
gegen sehr schwierig und mit vielen 
Fallstricken gespickt. Zwar kann man 
argumentieren, das Auto würde effekti-
ver fahren, indem man auf den geraden 
Strecken mehr beschleunigt. Probiert 
man dies tatsächlich aus, wird das Auto 
aufgrund der hohen Geschwindigkeit 
ziemlich sicher in der nächsten Kurve 
„den Abgang machen“. Dem kann wie-
derum entgegengewirkt werden, indem 
man zu Beginn der Kurve stärker brem-
sen lässt. Aber hat sich die gesamte An-
passung dann überhaupt noch gelohnt, 
oder handelt es sich vielmehr um ein 
Nullsummenspiel? Erschwerend kommt 
hinzu, dass die Manöver nur rekursiv – 
vom Anfang der Streckenstruktur aus 
gedacht – programmiert werden kön-
nen, das heißt: Man kann zwar zum Bei-
spiel sehr leicht eine Beschleunigung am 
Anfang einer Geraden erwirken, aber 
kein Abbremsen am Ende, dies muss 
vielmehr zu Beginn einer Kurve erfol-
gen. Zum Zeitpunkt der Entwicklung 
dieser einfachen Fahrfunktion existier-
te die Funktion structures2stru-

län() im Streckenberechner 
noch nicht, sodass es tatsächlich nicht 
möglich war, Informationen über die 
restliche Länge der Streckenstruktur zu 
erhalten. Und selbst jetzt, da diese Mög-
lichkeit besteht, wäre es schlicht viel 
zu aufwendig, solche Manöver im nor-
malen Fahrmodus zu ergänzen, da die-
ser dafür quasi komplett neu entwickelt 
werden müsste. 

5. Der Computer fängt 
an zu lernen

Wie gut der Computergegner ist, hängt 
davon ab, wie er abhängig von der Stre-
cke beschleunigt und bremst. Statt fes-
te Vorgaben zu nutzen, wie im einfa-
chen Fahrmodus, soll der Computer 
nun selbstständig Beschleunigungs- 
und Bremsbefehlslisten erarbeiten und 
optimieren.

5.1 Lernen durch Zuschauen

Den ersten Schritt in diese Richtung 
unternahm ich mit dem manuell trai-
nierbaren Neural-Network-Modus. Wie 
der Name schon impliziert, kann sich 
der Computer in diesem Modus noch 
nicht komplett selbst verbessern, die 
Verbesserung geschieht aber deutlich 
einfacher und effektiver als beim nor-
malen Fahrmodus, nämlich durch blo-
ßes „Zuschauen“ bei einem menschli-
chen Spieler: Das Programm soll also 
den Fahrstil seiner menschlichen Kon-
trahenten lernen und leicht optimiert 
gegen sie einsetzen können – den allge-
meinen Fahrstil wohlgemerkt, nicht die 
konkrete Fahrweise auf einer bestimm-
ten Strecke, weil das ein neues Training 
für jede Strecke erforderlich machen 
würde, was dem Sinn meines Systems 
wiederspräche. Dazu stellt sich erst mal 
die Frage, woraus denn der Fahrstil ei-
nes Menschen beim Carrera-Fahren 
besteht, sprich: Auf welcher Grundla-
ge trifft er seine Entscheidungen? Zur 
Beantwortung dieser Frage konnte ich 
meine eigenen Erfahrungen heranzie-
hen; und ich persönlich beachte beim 
Fahren folgendes:
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eingezeichnet und mit den in Stre-
ckenberechner.strecke gespei-
cherten Scanpunkten verglichen. Bei ei-
ner Übereinstimmung wird allerdings 
nicht die Geschwindigkeit neu gere-
gelt, sondern die Trainingsliste ergänzt: 
Nämlich um die Art der Strecken-
struktur (Innenkurve/Gerade/Außen-
kurve), auf der sich das zu beobach-
tende, vom Menschen gesteuerte Auto 
gerade befindet, die Gesamtlänge die-
ser Struktur und den an diesem Punkt 
davon bereits zurückgelegten Prozent-
satz (beides zu finden in Strecken-
berechner.strulän), die aktuelle 
Geschwindigkeit des Autos (berechen-
bar über Zeit zwischen zwei Messungen 
und die Länge der dazwischenliegenden 
Vektoren) und – als vom Netzwerk zu 
lernender Zielwert – um die Spannung 
an der Strecke. Diese gibt nämlich der 
trainierende Mensch mit seinem Hand-
regler vor und ist also die einzige Größe, 
in der sich die vom Menschen getroffe-
ne Fahrentscheidung wiederspiegelt, die 
das Neural Network später reproduzie-
ren und übertragen soll. 

Gemessen wird diese Spannung über 
einen analogen Eingang eines der Fi-
schertechnik-Interfaces, dem der Span-
nungsteiler aus einem 5 kΩ und einem 
10 kΩ Widerstand vorgeschaltet ist, 
um den für 10  V ausgelegten Control-
ler nicht mit 14,8 V Carrera-Spannung 
zu belasten. Der gemessene Spannungs-
wert (in mV) wird vor dem Anfügen an 
die Trainingsliste allerdings noch durch 
die maximal messbare Spannung ge-
teilt, mit 512 multipliziert und das Er-
gebnis auf ganze Zahlen gerundet; das 
liegt daran, dass die PWM-Ausgän-
ge der Controller, mithilfe derer diese 
Spannung später reproduziert werden 
können soll, mit 512 Schritten arbeiten 
und das zu trainierende Neural Network 
dementsprechend auch genau 512 Aus-
gangsklassen kennen soll, in deren Ras-
ter der Spannungswert also erst umge-
rechnet werden muss. 

Diese Daten werden als Tupel an eine 
Rundenliste angehängt. Diese wird je-
des Mal, wenn eine neue Runde beginnt 

(abfragbar über den zurückgesetzten 
Rundenzähler), um die für diese Runde 
benötigte Zeit ergänzt. Die Rundenlis-
te wird an die Trainingsliste angehängt. 
Die Hauptschleife endet erst, wenn der 
Nutzer entscheidet, dass er genug Trai-
ningsdaten angesammelt hat: Er unter-
bricht das Programm durch erneutes 
Drücken des Start-Tasters. 

Nach dem Stopp der Zuschauschlei-
fe folgt die Filterung der Trainingsliste, 
bevor das Programm in der Interface-
schleife auf neue Befehle wartet: Durch 
die Filterung der Daten soll die Trai-
ningsqualität deutlich verbessert wer-
den. Dazu wird zunächst der Durch-
schnitt der eben erfassten Rundenzeiten 
berechnet, dann werden alle Runden-
datenlisten, deren Rundenzeit-Eintrag 
über der Durchschnittszeit liegt, aus der 
Trainingsliste gelöscht, und schließlich 
wird die endgültige Trainingsliste aus 
den restlichen Rundendatenlisten un-
ter Auslassung der Rundenzeit-Einträ-
ge gebildet. Diese Liste wird auch sofort 
für den späteren Gebrauch mit Tensor-
Flow vorbereitet, indem sie automatisch 
in einer .csv Datei mit Header gespei-
chert wird, um sie z.B. für Experimente 
mit anderen Netzwerkparametern auf-
heben zu können. 

5.1.2 Training des Netzwerks

Nach dem Sammeln der Daten mit 
der zuschauen()-Funktion startet 
das Training des Fahrstilreprodukti-
ons-Neural Networks: Dieses geschieht 
in einer eigenen Neural _ Net-
work-Klasse, die mit einem Namens-
parameter initialisiert wird, was die 
Nutzung mehrerer unterschiedlich trai-
nierter Fahrnetzwerke in einem Pro-
gramm ermöglicht. In der Funktion 
trainieren() dieser Klasse werden 
zuerst die eben gespeicherten Da-
ten wieder eingelesen und in Tensor-
Flow-Datasets konvertiert, wozu das 
Framework praktischerweise direkt 
passende Funktionen mitbringt. Dann 
wird das eigentliche Netzwerk aufge-
setzt: Diesmal um einiges größer als das 
Kurvenerkennungs-Netzwerk, mit zur-

zeit fünf Schichten mit 100, 200, 200, 
200 und 300 Neuronen sowie 3 Ein-
gangsparametern (Art der Strecken-
struktur, Gesamtlänge der Strecken-
struktur, davon schon zurückgelegt in 
Prozent) und 512 Ausgangsklassen (die 
die 512 Stufen der PWM-Regelung sym-
bolisieren). Für diese Netzwerkpara-
meter habe ich mich nach einer Reihe 
kurzer Tests entschieden. Ich habe das 
kleinste Netzwerk genommen, das ge-
rade so in der Lage war, mit den gege-
benen Daten vernünftig aussehende Ge-
schwindigkeitswerte zu berechnen, da 
größere Netzwerke naturgemäß auch 
mehr Trainingsdaten erfordern. Der 
Code dieser Klasse ist teilweise über-
nommen aus Beispielcode auf der Ten-
sorFlow-Homepage [6].

Die Geschwindigkeit wird nicht als Ein-
gangsparameter benutzt, weil die Einbe-
ziehung der aktuellen Geschwindigkeit 
in die Berechnung der nächsten Akti-
on nur dann sinnvoll ist, wenn diese Be-
rechnung in Echtzeit stattfindet, sprich: 
Auch im späteren Fahrbetrieb stets mit 
der aktuellen Geschwindigkeit gerech-
net werden kann. Das ist nicht der Fall, 
da TensorFlow für die Auswertung eines 
Neural Networks mit neuen Daten bei 
meiner Implementierung stets ca. 0,5 
Sekunden braucht, was für Echtzeitbe-
rechnungen während der Fahrt viel zu 
lang ist. Bis ich eine Lösung für dieses 
Problem finde, muss ich daher mit einer 
„abgespeckten“ Version des Neural-Net-
work-Fahrmodus Vorlieb nehmen: Die 
Berechnungen werden dabei nicht mit 
aktuellen Werten während der Fahrt 
durchgeführt, sondern vorher, direkt 
nach dem Einscannen der Strecke. Da-
bei wird für jeden Scanpunkt ein Span-
nungswert berechnet, den der Computer 
nur noch mit dem Verstärker ausführen 
muss, wenn er das Auto später während 
der Fahrt an diesem Punkt verortet; da 
die aktuelle Geschwindigkeit zu dieser 
Zeit natürlich vor der Fahrt nicht genau 
bekannt ist, bleibt sie auch bei den Be-
rechnungen außen vor.

Nach dem Definieren des Netzwerks 
wird es unter Zuhilfenahme der pas-
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denzähler sein Soll erreicht hat, also ein 
Fahrzeug am Ziel ist – und mit einem 
gut trainierten Netzwerk sollte das spä-
testens jetzt meistens das vom Compu-
ter gesteuerte sein. 

Da der Neural-Network-Modus nur von 
seinem menschlichen Trainer lernt, ist 
es hier leicht möglich, ihn für die eige-
nen Bedürfnisse zu trainieren, um nicht 
permanent gegen einen viel zu gut fah-
renden Computer zu verlieren. Gerade 
zur kontinuierlichen Verbesserung des 
eigenen Fahrstils ist dieser Modus so-
gar besonders gut geeignet: Der Com-
puter „wächst“ schließlich automatisch 
mit seinem menschlichen Gegner (und 
Trainer) mit, wodurch jedes einzelne 
Rennen spannend bleibt, sofern man 
ihn eben selbst trainiert und nicht ein 
viel zu gutes, durch viele Fahrer trai-
niertes Netzwerk benutzt.

5.2 Lernen mit einem  
evolutionären Algorithmus 

Der in 5.1 entwickelte manuelle Neu-
ral-Network-Modus erfüllt seinen 
Zweck recht gut und ist einfach zu trai-
nieren. Dennoch ist er noch keine op-
timale Lösung, die dem Potenzial eines 
mit aktuellen Techniken der Informa-
tik geschriebenen Programms gerecht 
wird. Vor allem hat er ein großes Man-
ko: Ein mit ihm trainiertes Neural Net-
work kann, trotz aller Vorfilterun-
gen etc., niemals viel besser fahren als 
der Mensch, der es trainiert hat. Bes-
ser wäre eine Lösung, bei der sich der 
Computer nach einer Art Trial-and-er-
ror-Prinzip selbst verbessert, und zwar 
auch nicht auf eine bestimmte Strecke 
bezogen, sondern wieder auf einen all-
gemeinen Fahrstil.

Eine solche Lösung wurde mit dem evo-
lutionären Neural-Network-Modus im-
plementiert. Dieser nutzt Prinzipien aus 
der natürlichen Evolution, um eine gan-
ze Population von Fahrstil-Neural-Net-
works (die alle so funktionieren wie in 
5.1 beschrieben) über viele Generati-
onen Schritt für Schritt weiterzuent-
wickeln. Irgendwann sollte ein Punkt 

senden TensorFlow-Funktion mit dem 
Trainings-Dataset trainiert, und dann 
mithilfe der Evaluationsliste ausgewer-
tet: Dafür werden die Berechnungen des 
Netzwerks auf Basis der Eingangsdaten 
aus der Liste mit den tatsächlichen Aus-
gangsdaten aus der Liste verglichen, um 
einen Genauigkeitswert zu errechnen, 
mit dessen Hilfe abgeschätzt werden 
kann, wie gut das Netzwerk trainiert ist 
oder generell arbeitet. Das fertige Neu-
ral-Network-Modell wird wieder in ei-
nem Ordner gespeichert, dessen Name 
vom Namensparameter der Klasse ab-
hängig ist. 

Anschließend kann es sofort erstmals 
ausgewertet werden: In der Funktion 
Neural _ Network.anwenden() 
wird, wie schon erwähnt, auf Basis die-
ses Netzwerks für jeden Scanpunkt ein 
PWM-Wert von 0 bis 512 berechnet und 
in einer Liste gespeichert, und zwar für 
jede der beiden parallelen Strecken ein-
zeln, da sich die Streckenstrukturarten, 
auf Basis derer das Netzwerk schließ-
lich seine Entscheidungen trifft, zwi-
schen diesen beiden unterscheiden: Wo 
eine Rechtskurve auf der einen Strecke 
eine Innenkurve bedeutet, bedeutet sie 
auf der anderen Strecke eine Außenkur-
ve, was in Bezug auf die an dieser Stelle 
zu wählende Geschwindigkeit durchaus 
relevant ist. Die Neural _ Network.
anwenden()-Funktion startet je-
des Mal nach dem Scannen der Stre-
cke (falls zu dem Zeitpunkt ein entspre-
chendes Netzwerkmodell vorhanden 
ist), um die eventuell umgebaute Stre-
cke auch direkt mit dem Neural Network 
nutzen zu können: Dieses ist schließlich 
nicht auf einen speziellen Streckenauf-
bau beschränkt, sondern hat einen uni-
versellen Fahrstil gelernt, den es auf je-
der Strecke anwenden kann.

5.1.3 Der Neural-Network- 
Fahrmodus

Damit ist alles bereit für den eigent-
lichen Neural-Network-Fahrmodus: 
Wenn die Schalter am Bedienpanel ent-
sprechend eingestellt sind, ein Stre-
ckenscan und ein Fahrnetzwerkmodell 

vorhanden sind und der Startknopf ge-
drückt wird, wird der Rundenzähler auf 
fünf Runden zurückgesetzt, die Start-
ampel ausgelöst, nach Ablauf dieser 
die Strecken freigegeben und die Neu-
ral _ Network.fahren()-Funkti-
on gestartet, die die Kontrolle über das 
vom Computer zu steuernde Auto über-
nimmt. Diese ist der normalen fah-
ren()- oder der zuschauen()-Funk-
tion bis auf wenige Ausnahmen sehr 
ähnlich, weshalb ich hier nicht mehr 
allzu sehr in die Details gehen muss. Es 
gibt wieder eine Hauptschleife, in der 
immer wieder mithilfe von Tracking.
getPos() die Position des vom Com-
puter gesteuerten autos erfasst wird, die 
dann mit den gescannten Punkten ver-
glichen wird. Wenn eine Übereinstim-
mung gefunden wurde, wird der Con-
trollerausgang, der über den Verstärker 
das Auto steuert, auf den Wert gesetzt, 
der am Index der Übereinstimmung 
in der von Neural _ Network.an-
wenden() berechneten Liste von Neu-
ral-Network-Entscheidungen für diese 
Strecke steht. So wird diese vorherbe-
rechnete Entscheidung in die Fahrpra-
xis umgesetzt. Neben einer Funktion, 
die den Computer bremsen lässt, wenn 
der Gegner auf der falschen Strecke lan-
det, folgt hier auch noch eine Abfra-
ge der Position des Gegnerfahrzeugs 
auf der richtigen Strecke, um mehr Gas 
geben zu können, je weiter der Geg-
ner vorne liegt. So wird etwas mehr 
Dynamik in die Rennen gebracht. Da 
der Computer nur durch das manuelle 
Training noch längst nicht an die Gren-
ze der maximal in den Kurven fahrba-
ren Geschwindigkeit stößt, führt diese 
Funktion auch quasi nie zu Problemen. 

Die Positionsdaten des Gegnerfahrzeugs 
werden noch für eine weitere Funktion 
genutzt, die die Stärke des Konzepts, 
nämlich das Lernen vom Gegner, för-
dern soll: Diese Fahrdaten werden hier 
genau wie in der zuschauen()-Funk-
tion gespeichert und, falls der Mensch 
gewinnt, sofort zum Training des ver-
wendeten Fahrstil-Neural-Networks 
verwendet. Die Hauptschleife wird wie-
der unterbrochen, sobald einer der Run-
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erreicht sein, ab dem kaum noch nen-
nenswerte Verbesserungen spürbar 
sind, d. h. ein quasi optimales Fahrstil-
Neural-Network gefunden wurde, wel-
ches künftig auf jeder Strecke eingesetzt 
werden kann. In meinem Programm 
nutze ich dafür einen genetischen Al-
gorithmus mit einem single-point Cross-
over.

Das „evolutionäre Training“ findet in 
der Klasse Population statt, die mit 
dem Parameter „Pfad“ (Ordner, in dem 
die Neural Networks und deren Trai-
ningslisten gespeichert werden sol-
len) initialisiert wird. Alle anderen be-
nötigten Daten (Größe der Population, 
Nummer der Generation, höchste bis-
her erreichte Fitness) werden aus einer 
kleinen Datei in diesem Ordner gelesen. 
Das hat den Vorteil, dass das langwie-
rige Training ohne Probleme unterbro-
chen und später an derselben Stelle wie-
der fortgesetzt werden kann, oder dass 
mehrere Populationen z.  B. mit unter-
schiedlichen Größen parallel gepflegt 
werden können. 

Außerdem liegt in diesem Ordner noch 
eine Datei namens training_x.csv: Die-
se entspricht einer Trainingsliste für 
den manuellen Neural-Network-Mo-
dus unter Auslassung der Spalte mit 
den PWM-Werten, enthält also nur eine 
Sammlung von Streckendaten (optima-
ler-, aber nicht zwingenderweise von 
der Strecke, auf der auch diese Populati-
on trainieren soll). Diese Liste ist nötig, 
weil die Neural Networks der Populati-
on mit „echten“ Streckendaten trainie-
ren sollen, diese sollten also nicht zufäl-
lig generiert sein.

Soll eine neue Population angelegt wer-
den, geschieht das durch Bereitstel-
lung eines solchen Ordners mit den 
nötigen Dateien und dem Aufruf der 
Funktion Population.randomi-
ze(). Diese liest die gewünschte Popu-
lationsgröße ein und erstellt entspre-
chend viele Neural-Network-Objekte, 
deren Trainingslisten sich aus den Da-
ten aus training_x.csv und einer voll-
kommen zufällig generierten Spalte von 

PWM-Werten, die für jedes Netzwerk 
neu generiert wird, zusammensetzen. 
Außerdem werden die Neural Networks 
auch direkt mit diesen Trainingslisten 
erstmals trainiert. 

Als nächstes werden die so generierten 
Neural Networks getestet. Dafür darf je-
des Netzwerk der Population das Auto 
eine Runde lang fahren, wobei jeweils 
die Zeit gestoppt wird. Dabei kommt 
es anfangs oft vor, dass das Auto raus-
fliegt oder stehenbleibt: In diesem Fall 
muss ein Mensch eingreifen und zusätz-
lich einen Taster betätigen, der die von 
diesem Neural Network für die Test-
runde benötigte Zeit um mehr als eine 
Stunde erhöht, damit das Netzwerk für 
diesen Fehler den verdienten evolutio-
nären Nachteil bekommt. Durch ihre 
vollkommen zufällige Initialisierung 
erfüllen nun manche Neural Networks 
der Population ihre Aufgabe besser als 
andere, andere bleiben stehen oder flie-
gen aus der Kurve. Nach Abschluss der 
Testrunden werden alle diese Netzwer-
ke nach ihrer benötigten Zeit bewertet. 

Und hier setzt das erste evolutionä-
re Prinzip hinter diesem Training an, 
die Selektion: Je länger ein Neural Net-
work für seine Testrunde gebraucht hat, 
desto seltener findet es sich im „Gen-
pool“ für die nächste Generation wie-
der. Konkret fliegen die zwei schlech-
testen Kandidaten sogar direkt raus, das 
drittschlechteste landet einmal im Gen-
pool, das viertschlechteste zweimal und 
so weiter. Die zwei besten werden aus-
sortiert, allerdings nur zu dem Zweck, 
dass diese sich im nächsten Schritt auf 
jeden Fall untereinander „paaren“ dür-
fen, weil es zu schade wäre, wenn ihre 
„Gene“ durch unglückliche Zufälle ver-
loren gingen, das könnte die gesamte 
Population wieder um einige Genera-
tionen zurückwerfen. Aus diesem Gen-
pool werden nun zufällig Zweierpaa-
re gezogen, bis die Zahl der gezogenen 
Neural Networks – zusammen mit den 
eben aussortierten besten Neural Net-
works – wieder der gewünschten Popu-
lationsgröße entspricht.

Nachdem der „Genpool“ für die nächs-
te Generation aufgestellt und die El-
ternkandidaten ausgewählt sind, müs-
sen sich diese nur noch „kreuzen“. 
Das geschieht nach einem sehr einfa-
chen Prinzip: Es werden jeweils zwei 
Neural-Network-Objekte aus dem El-
ternpool zufällig ausgewählt  und die 
PWM-Spalten ihrer Trainingslisten 
(also der einzige Punkt, in dem sie sich 
ursprünglich unterscheiden), an einer 
gemeinsamen zufälligen Stelle durchge-
schnitten und gekreuzt wieder zusam-
mengefügt, sprich: Eine der entstehen-
den Listen hat den Anfang von einem 
Elternteil und das Ende vom anderen, 
die andere umgekehrt. So entsteht eine 
Kinder-Generation, die in ihrer Größe 
identisch mit der Elterngeneration ist.

Um ab und zu mal wieder ein paar „fri-
sche Gene“ ins Spiel zu bringen, fehlt 
noch ein wichtiger Bestandteil der na-
türlichen Evolution: Die Mutation. Da-
für werden die PWM-Spalten aller 
Kind-Trainingslisten Element für Ele-
ment durchgegangen, und mit einer je-
weils neu gewürfelten 2-prozentigen 
Wahrscheinlichkeit mutiert das jewei-
lige Element noch einmal zu einer voll-
kommen zufälligen Zahl. Diese Maß-
nahme ist nötig, weil sonst nach wenigen 
Generationen kaum noch Verbesserung 
möglich wäre, einfach weil das nötige 
„Genmaterial“ fehlt: Erfolgreiche Neural 
Networks werden nach meinem System 
dermaßen übervorteilt, dass sie schon 
bald alle anderen verdrängen, obwohl sie 
noch längst nicht perfekt sind und drin-
gend noch ein wenig „neuen Schwung“ 
in Form von neuen Trainingsdaten brau-
chen, die nun die Mutation liefert.

Zum Schluss werden die Neural-Net-
work-Objekte der Elterngeneration ge-
löscht und durch die der Kind-Genera-
tion ersetzt, und nachdem diese trainiert 
sind, können sie auch schon wieder ge-
testet werden – eine neue Generation ist 
fertig.

Auf den entsprechenden Fahrmodus, 
der das jeweils beste Neural Network 
einer Population im Rennen einsetzt, 
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bauen lassen, ohne dass das Programm 
neu gestartet werden muss, sehr effek-
tiv gegen menschliche Spieler antre-
ten kann. Dazu wurde eine Hardware-
komponente entwickelt, die die Befehle 
des Programms auf die Anlage über-
trägt, zahlreiche Komfortfunktionen 
wie eine automatische Umschaltung der 
Strecken zwischen menschlicher- und 
Computersteuerung oder Verhinderung 
von Frühstarts unterstützt sowie nütz-
liche Hilfen wie eine Startampel oder 
ein Bedienpanel am Gerät zur Verfü-
gung stellt. Mit dem evolutionären Neu-
ral-Network-Modus wurde eine Lösung 
vorgestellt, die die Anforderungen noch 
übertrifft, indem das Programm nicht 
nur lernen kann, besser als der Mensch 
zu fahren, sondern – zumindest theore-
tisch – perfekt. 

Gerade hier besteht aber auch noch ei-
niges an Optimierungsbedarf: Bevor ein 
evolutionär trainiertes Neural Network 
nämlich so gut fährt wie ein manuell 
trainiertes, müssen einige Generationen 
vergehen: Meine „fortschrittlichste“ Po-
pulation von 50 Netzwerken befindet 
sich in der 40. Generation. Außerdem 
werde ich mich noch mit dem Einfluss 
von Parametern wie Populationsgröße 
und Mutationswahrscheinlichkeit auf 
den Trainingserfolg auseinandersetzen. 
Da jedes Netzwerk einzeln auf der 
echten Strecke getestet werden muss 
(was auch bedeutet, dass stets ein 
Mensch anwesend sein muss, der das 
Auto wieder in die Bahn setzt, falls das 
Netzwerk versagt hat), ist der Aufwand 
für das evolutionäre Training sehr 
hoch. Daher habe ich in meinen bishe-
rigen Experimenten nur mit sehr klei-
nen Populationsgrößen von maximal 
60 Netzwerken gearbeitet. Die entspre-
chend geringe Größe des Genpools ver-
suche ich durch die sehr hohe Mutati-
onswahrscheinlichkeit von 60 Prozent 
auszugleichen. 

Aber auch der verwendete evolutionäre 
Algorithmus ist sicher längst noch nicht 
perfekt: Hier wären sicher auch Expe-
rimente mit ganz anderen Strategien 
in der Selektion und der Mutation der 

muss ich nicht eingehen, da dieser ab-
solut identisch zu seinem Pendant im 
manuellen Neural-Network-Modus ist. 
Als „Bestes Neural Network“ wird nicht 
das Beste der aktuellen Generation aus-
gewählt, sondern es wird generations-
übergreifend bestimmt, falls in einer 
Generation zufällig eine Verschlechte-
rung stattgefunden hat, was aufgrund 
der Arbeitsweise von evolutionären Al-
gorithmen wie diesem recht häufig vor-
kommt.

6. Weitere Funktionen 
der Anlage

6.1 Der Übungsmodus

Eine oft vermisste Funktion, bei der der 
menschliche Fahrer „einfach mal üben“ 
kann, startet, wenn der rechte Schalter in 
der rechten Position steht; in diesem Fall 
werden alle Relais in Richtung Handbe-
trieb geschaltet. Von diesem Modus aus 
kann mit einem Druck auf den Start-
taster die Funktion menschenren-
nen() gestartet werden: Diese besteht 
aus dem üblichen Block aus Startampel 
und einer Schleife, die endet, wenn ein 
Rundenzähler sein Soll erreicht. Hier 
werden allerdings beide Autos mit ver-
schiedenen Handreglern von menschli-
chen Fahrern gesteuert – falls man eben 
doch mal Mitspieler findet.

6.2 Hilfsfunktionen

Mit einer kleinen Tastenkombinati-
on lässt sich auf dem Bedienfeld eine 
Funktion starten, die die Aufgabe hat, 
das manuelle Fahrstil-Neural-Network 
neu zu trainieren, allerdings mit der-
selben Trainingsdatenliste. Das rührt 
daher, dass TensorFlow leider nicht de-
terministisch arbeitet, also aufgrund 
des Anfangszufalls in den Netzwer-
ken aus den gleichen Trainingsdaten 
meist unterschiedliche Netzwerke ge-
neriert – auch an anderer im Projekt 
ein großes Pro blem, welches sich auch 
mit dem kleinen Trick nicht lösen ließ, 
dass nur einmal ein Netzwerk wirklich 
neu erstellt wird, dessen Kopien dann 
als Grundlage für alle späteren dienen, 

weil in der vorgefertigten tf.estima-
tor.DNNClassifier-Klasse offenbar 
auch beim Training selbst noch der Zu-
fall eine Rolle spielt. Deshalb stellt die-
se Funktion einen kleinen workaround 
dar: Wenn man einmal beim Training 
zufällig ein scheinbar schlechtes Neu-
ral Network erwischt, muss man nicht 
gleich alle Daten erneut sammeln, son-
dern kann hoffen, dass die Lage nach ei-
nem erneuten Training mit denselben 
Daten besser aussieht.

6.3 Eine Smartphone 
Anbindung

Und weil heutzutage kein Spielzeug, 
welches mit High-Tech punkten will, 
ohne zumindest rudimentäre Smart-
phone-Funktionen auskommt, habe ich 
auch meine Carrera-Anlage damit aus-
gerüstet: Allerdings nicht mit einer auf-
wendigen, eigenen App, sondern einem 
kleinen Telegram-Bot, welcher für mei-
ne Zwecke voll ausreicht.

Telegram ist ein Messenger-Dienst wie 
WhatsApp mit einer sehr umfangrei-
chen Schnittstelle für Bots, also Pro-
gramme, die mit dem Nutzer inter-
agieren können. Telegram erlaubt es 
Bots unter anderem, dem Nutzer klei-
ne Buttons in einer Konversation zu 
senden, die bei Betätigung jederzeit 
eine bestimmte Aktion auslösen. Mei-
ne „Smartphone-Anbindung“ besteht 
dementsprechend größtenteils daraus, 
dass die Scan-, Start- und Stopp-But-
tons nicht nur physisch am Bedien-
feld, sondern auch jederzeit virtuell in 
Telegram parat stehen, außerdem kann 
sich der Nutzer auf Wunsch den aktu-
ell berechneten Streckenplan sowie Sta-
tus-Updates zum aktuellen Fortschritt 
z.  B. eines evolutionären Trainings zu-
senden lassen.

7. Diskussion und Ausblick

Mit dem manuellen Neural-Network-
Modus erfüllt die vorgestellte Lösung 
alle eingangs gesteckten Ziele: Es wur-
de ein Computergegner entwickelt, der 
auf beliebigen Strecken, die sich um-
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Netzwerke möglich, z. B. mit einer Plus-
Selektion, die die besten Netzwerke ei-
ner Generation unverändert überleben 
lässt, oder einer Mutation, die das ent-
sprechende Element nicht komplett zu-
fällig neu wählt, sondern nur eine nor-
malverteilte Zufallszahl addiert und 
so den Großteil der Mutationen in ei-
nem bestimmten Bereich hält. Mit der-
artigen Veränderungen habe ich bis-
her noch nicht experimentiert, da ich 
hierfür, um entsprechende Vergleiche 
mit anderen Strategien herstellen zu 
können, eine komplett neue Populati-
on trainieren müsste, mit dem entspre-
chenden Aufwand durch die Auswer-
tung der einzelnen Netzwerke auf der 
Strecke.

Sowohl im evolutionären als auch im 
manuellen Neural-Network-Modus sind 
noch längst nicht die optimalen Abmes-
sungen (Zahl der Schichten und Zahl 
der Neuronen pro Schicht) für ein Fahr-
stil-Neural Network gefunden, das nicht 
allzu schwerfällig lernt und trotzdem 
möglichst gut einen Fahrstil wiedergibt. 
Ein großes Problem, welches ich eben 
schon angesprochen habe, macht sich 
hier im evolutionären Modus außerdem 
besonders schwer bemerkbar: Die von 
mir verwendeten TensorFlow-Funktio-
nen arbeiten – anders als anfangs ange-
nommen – nur aufgrund der Trainings-
daten nicht deterministisch, was zu der 
Frage führt, ob mein evolutionäres 
Training überhaupt jemals zu sinnvol-
len Ergebnissen führen kann, da ich nur 
die Trainingsdaten kreuze und auf Basis 
dessen auf Verbesserung der Netzwerke 
hoffe – was eventuell vergebens, min-
destens aber deutlich langwieriger ist, 
wenn bei der Erstellung des Netzwerks 
aus den Daten noch einmal massiv der 
Zufall mitmischt. Dieses Problem lie-
ße sich vielleicht durch die Nutzung der 
TensorFlow-LowLevel-API beheben, was 
ich allerdings nicht mehr implementie-
ren konnte, da ich den Fehler erst sehr 
spät bemerkt habe. 

Der manuelle Neural-Network-Modus 
hat damit nur bedingt zu kämpfen und 
gilt deshalb als mein bisher bester Fahr-

modus: Ihm käme es sehr zugute, wenn 
er einmal gründlich von jemandem 
trainiert werden würde, der deutlich 
besser fährt als ich, damit das Konzept 
seine Stärken voll ausspielen kann. Ein 
großer Schub für die Entwicklung wäre 
auch eine Möglichkeit, die Neural-Net-
work-Berechnungen beim Fahren in 
Echtzeit ausführen und so z. B. die ak-
tuelle Geschwindigkeit einbeziehen zu 
können, was ebenfalls die Ergebnisse 
deutlich verbessern sollte, da der Com-
puter so erstmals tatsächlich dynamisch 
auf die Situation reagieren könnte. In 
diesem Fall könnten auch ganz andere 
Netzwerkarchitekturen in Betracht ge-
zogen werden, z. B. ein rekursives Neu-
ral Network, das nicht nur die aktuelle 
Streckensituation, sondern auch zuvor 
getroffene Entscheidungen in die Be-
rechnung mit einbezieht, was im Kon-
text eines Rennens durchaus sinnvoll 
erscheint. Eventuell hätte ich dafür aber 
auf ein anderes Deep-Learning-Frame-
work umsatteln müssen.

Ein weiterer bei Vorführungen mei-
nes Projekts oft geäußerter, aber nicht 
sinnvoll behebbarer Kritikpunkt sind 
die deutlichen Beschränkungen in Be-
zug auf den Aufbau der Strecke: Steil-
kurven, Engstellen, Kreuzungen und 
Loopings gehören für viele offenbar un-
trennbar zu einer Carrera-Anlage dazu, 
können mit meiner Tracking-Methode 
aber nicht erfasst und damit auch nicht 
im Programm implementiert werden. 

Danksagung 

Das Netzgerät wurde mir dankenswer-
ter Weise von meiner Schule, dem Jo-
hannes-Gymnasium in Lahnstein, zur 
Verfügung gestellt. Weitere Kleinteile 
,wie Widerstände, Transistorverstärker, 
usw. wurden von der Schule finanziert. 

Ebenfalls danken möchte ich der Firma 
Fischertechnik GmbH, die mir einen 
zweiten Controller sponserte, dessen 
zusätzliche Ein- und Ausgänge für ei-
nen praxistauglichen Ausbau der Hard-
ware unerlässlich waren. Einige der für 
den Kameraturm benötigten Teile wur-

den mir ebenfalls von Fischertechnik 
kostenlos zur Verfügung gestellt.

Zu erwähnen ist noch die freundliche 
Unterstützung der Firma Stadlbauer 
(Hersteller der Carrera-Produkte), die 
mir drei Fahrzeuge zukommen ließ.

Ein großer Dank geht an Prof. Dr. Hel-
mut Bollenbacher von der Hochschule 
Koblenz, der mir bei der Verbesserung 
meiner Verstärker mit neuen Transisto-
ren half.

Quellen:

[1] Verwendete Python-Bibliotheken:
[2] OpenCV (https://www.opencv.org/)
[3] Imutils (https://www.github.com/jrosebr1/

imutils)
[4] TensorFlow (https://www.tensorflow.org/)
[5] ftrobopy (https://www.github.com/ftrobopy)
[6] Teile des Programmcodes bauen auf folgen-

den Programmbeispielen auf:
[7]  Tracking-Funktion: https://www.pyimage-

search.com/2015/09/14/ball-tracking-with-
opencv/#

[8] Neural Network-Trainings-Funktion: 
https://www.tensorflow.org/get_started/es-
timator  
(ältere Version, aufgerufen August 2017)
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Überschrift.
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(maximal 400 Zeichen).
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Liste der zitierten Litera tur. In 
der Einleitung sollte die Idee zu 
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